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基于多尺度稠密卷积网络的单图像超分辨率重建 
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摘要：目的 针对已有网络对于卷积特征图利用率低下，从而导致高倍数图像重建质量不高的情况，提

出一种多尺度稠密卷积网络（SRMD）。方法 对 SRDenseNet 的稠密连接模块进行改进，去除批规范化

层，参考已有网络，设计多尺度特征提取层和 1×1 的信息整合层，从而构成多尺度稠密卷积模块。SRMD
通过一个多尺度特征提取层堆叠 64 个底层特征图，再由 8 个多尺度稠密卷积模块经过稠密连接堆叠 1024
个特征图，最后通过信息整合和子像素卷积模块输出超分辨率重建图像。结果 在 Set5，Set14，B100
和 U100 数据集上进行测试，SRMD 重建图像的峰值信噪比分别为 30.1570，26.9952，25.7860, 23.4821 dB，

结构相似性分别为 0.8813，0.7758，0.7243, 0.7452。结论 与已有网络相比，SRMD 与 DRCN，VDSR
表现相当，优于 SRDenseNet 和 BiCubic 方法。 
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Single Image Super-resolution Reconstruction Based on Multiscale DenseNet 

TANG Jia-fu, MU Ping-an 

(School of Optical-electrical and Computer Engineering, University of Shanghai for Science and Technology,  
Shanghai 200093, China) 

ABSTRACT: This paper aims to propose a multi-scale dense convolution network (SRMD) to solve the problem of low 

utilization of convolution feature map and low reconstruction quality of high-power image. In this paper, the dense con-

nection module of SRDenseNet was improved, and the batch normalization layer was removed. Referring to the existing 

network, the information integration layer of multi-scale feature extraction layer and 1×1 was designed to form a mul-

ti-scale dense convolution module. SRMD stacked 64 low-level feature images through a multi-scale feature extraction 

layer, and then stacked 1024 feature images through 8 multi-scale dense convolution modules after dense connection. Fi-

nally, SRMD output super-resolution reconstruction images through information integration and sub-pixel convolution 

modules. In this paper, the test is carried out on Set5, Set14, B100 and U100. The peak signal-to-noise ratio of SRMD re-

constructed image is 30.1570, 26.9952, 25.7860 and 23.4821 dB, respectively, and the structural similarity is 0.8813, 

0.7758, 0.7243 and 0.7452. Compared with the existing networks, SRMD, DRCN and VDSR have the same performance, 

superior to SRDenseNet and BiCubic methods. 
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外包装的机器视觉检测方法受限于硬件设计及

其成本，经常采用局部放大来获得亚像素检测精度，

旨在从一张低分辨率图像（Low Resolution，LR）重
建高分辨率图像（High Resolution，HR），即单图   
像超分辨率重建（Single Image Super-Resolution，
SISR）。 

近年来，基于深度学习的 SISR 得到广泛关注，
SISR 是一个病态问题，其上采样是关键，根据上采
样在模型中的位置，SISR 结构可以分为 4 种框架：
预先采样 SISR，后上采样 SISR，渐进上采样 SISR
和迭代上下采样 SISR。Dong等[1]提出 SRCNN模型，
将深度学习方法引入到 SISR 中来，对于通过双三次
插值预先采样；然后经过特征提取与表示、特征非线

性映射和超分辨率重建三层卷积神经中，从而实现了

端到端学习 LR图像块与 HR图像块稀疏编码字典关
系[2]，并使用 GPU 加速训练，网络结构简单，在保
证了高质量重建效果的同时能够快速重建；随后

Dong 等 [3]进一步提出了 FSRCNN，该模型是对
SRCNN 的改进，其网络层数更深，利用小卷积核代
替了 FSRCNN 的大卷积核，并利用反卷积层的后上
采样代替双三次插值预先采样。双三次插值预先采样

导致后续计算都在高分辨率图像上进行，增加了计算

复杂度，插值过程中引入了更多的噪声如振铃效应、

混叠效应、块效应和模糊效应。FSRCNN将反卷积层
放在模型最后，减少了模型计算复杂度，训练速度也

更快，效果更好。进一步，为了更好实现超分辨率重

建的上采样过程，Wenzhe Shi等[4]提出 ESPCN，该网
络提出一种新型的亚像素卷积层（sub-pixel convolu-
tional layer），能够更好地实现上采样过程，当需要重
建 r 倍 HR 图像时，通过将 H×W×r2的特征图按照一

定顺序重新排列成 rH×rW×1 图像。在此过程中，没
有增加额外参数，所有计算都在低分辨率图像上进

行，训练速度更快。上述 3种模型都是单通道浅层网
络，更深的网络在 SISR 图像质量上更有效，于是残
差学习被引入到超分辨率的重建中来。Kim等[5]提出

VDSR，该网络为残差学习网络[6]，输入为双三次插

值图像，参考利用 20 个 3×3 卷积层来学习 HR 图与
插值图像之间残差，由于其网络更深，取得不错的超

分辨率重建，但是由于其预先采样导致其计算量更

大。近 2 年，各种网络结构被应用到 SISR中，更深
的级联网络 LapSRNet[7]，递归学习网络 RNN[8—11]，

稠密连接的 SRDenseNet[12—13]和多路径学习结    
构[10—11]被应用到超分辨率重建中。 

参考上述网络设计，文中对 SRDenseNet的稠密
连接模块进行改进，去除批规范化层，设计多尺度特

征提取层和 1×1的信息整合层，最终构成多尺度稠密
卷积模块，多尺度稠密卷积模块能够大大增加特征图

的利用率，在无需额外计算条件下可以快速堆叠大量

特征图，包括图像底层特征，深层特征以及多尺度信

息，充分地利用输入图像的特征信息，能够有效地重

建高分辨率图像的细节信息。SRMD实现端到端的训
练，无需增加额外的先验信息，通过 1 个多尺度特
征提取层堆叠 64个底层特征图，再由 8个多尺度稠
密卷积模块经过稠密连接堆叠 1024层特征图，最后
通过信息整合和子像素卷积模块输出超分辨率重建

图像。 

1  相关工作 

1.1  DRCN与 DRCN 

DRCN[8]与 VDSR[5]为 Jiwon Kim等于 2016年提
出，首次将 ResNet[6]中的残差学习引入 SISR 中。
DRCN利用递归网络增加感受野，DRCN分为 3个部
分：特征提取、递归学习非线性映射和图像重建。递

归学习部分由若干个共享参数的卷积层组成，所有卷

积层的加权平均得到最终输出。VDSR利用深度网络
增加感受野，VDSR 将网络层数加深到 20 层，为了
缓解不断增加的网络深度引起的退化问题，VDSR引
入了 ResNet 中的残差学习，同时残差学习提高了网
络的学习能力。为了更快收敛，VDSR在训练上使用
一个较大的学习率，较大的学习率会带来梯度爆炸问

题，利用自适应梯度裁剪（Adjustable Gradient Clip-
ping）限制了梯度范围，从而解决此问题，梯度裁剪
公式见式（1）。此外，VDSR选择双三次插值预先上
采样作为输入，选择不同倍数的图像混合在一起进行

训练，从而支持不同倍数的图像超分辨率，而整个网

络仅仅学习双三次插值图像与 HR图像之间的残差，
残差图像是稀疏的，能够加快收敛。由于网络包含残

差信息学习，因而能够获得更高的计算指标。 

min ,1g = g
g
 

  
   

  (1) 

1.2  SRDenseNet 

SRDenseNet[11]将 DenseNet[13]中的稠密卷积模 
块引入 SISR 中来，DenseNet 在稠密卷积模块
（dense block）中将每一层的特征都输入给之后的所
有层，使所有层的特征都堆叠起来，而非像 ResNet
那样直接相加。稠密卷积模块对于特征的复用性更

强，加强特征传播，减轻梯度消失问题。SRDenseNet
由卷积层学习低层的特征，多个稠密模块学习高层特

征并堆叠，降维融合特征组经由上采样层和卷积层生

成高分辨率输出，在此基础上，SRDenseNet 对于稠
密块学习部分进一步改进，分别对比了 3种结构：无
连接、残差连接和稠密连接，结果表明稠密连接对于

SISR的效果好于前 2种连接方式。 
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1.3  改进稠密卷积模块 

SRDenseNet直接使用 DenseNet中的稠密卷积模
块，包含了批规范化层，参考 EDSR[10]对 SRResNet[11]

的优化，EDSR 是对 SRResNet 的改进，去除了
SRResNet中批规范化层，并把残差层数量由 16层增
加至 32 层。EDSR 说明了批规范化层只适合于高层
计算机视觉任务中，而图像超分辨率作为底层任务，

去除批规范化层后，在消耗相同计算机资源条件下，

可以堆叠更多的网络。文中去除了 DenseNet Block
中批规范化层（Batch Normalization，BN）。BN[14]于

2015 年被提出，即对数据作批量规范化，使得数据
满足均值为 0，方差为 1的正态分布，其主要作用是
缓解 DNN训练中的梯度消失/爆炸现象，加快模型的
训练速度。对于 SISR 任务，批规范化层被证明不仅
不会增强网络能力，而且会增加参数量，基于深度学

习的 SISR 任务的目标函数是像素的均方误差，BN 

等面向特征的网络优化层在 SISR任务中效果不佳。 

2  网络结构 

2.1  多尺度稠密卷积 

DenseNet 中的稠密卷积模块包含批规范化层，
批规范化层并不适合用来处理图像超分辨率任  
务。文中去除了 DenseNet 中的批规范化层，从
Inception[14—17]和 MobileNet-V2[18]获得灵感，对稠密

卷积模块进一步改进，使得该模块能够提取多尺度特

征信息，每个稠密卷积模块包含多尺度信息整合层、

8个卷积层深度特征提取以及特征融合层。多尺度信
息整合层由 4条不同尺度的支路构成，每条支路都由
一个 1×1卷积核和不同尺度的卷积核构成，分别提取
不同尺度信息，最终 4条支路在深度上进行堆叠，而
每个卷积核深度都较小，通过堆叠获得非常深的卷积

特征图，并且卷积次数大大减少，效率更高。 
 

 

图 1  各种网络模块结构对比 
Fig.1 Structure comparison of various network modules 

 

 

图 2  多尺度稠密卷积模块 
Fig.2 Multi-scale dense convolution module 
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2.2  上采样与目标函数 

为了减少参数量，SRDenseNet 采用了子像素卷
积的后上采样方法，该采样方法是针对 SISR 任务专
门设计出来的，但是只能训练固定超分辨率模型，对

于不同倍率的超分辨率，需要重新训练上采样部分，

文中只对 4倍率的 SISR任务进行研究。 
SISR 的目标函数一般为均方误差函数，见式

（2），其中网络权重参数 θ={Wi, Bi}， HR
ijI 为超分辨

率真值图像， HR
îjI 为超分辨率预测图像， LR

ijI 为低分

辨率图像。 
2HR HR LR

1 1

ˆ( ) ( , )
n n

ij ij
i j

L I I I 
 

    (2) 

2.3  多尺度稠密卷积网络 

单层网络映射可表示为： 
1( ) max(0, )ii i iF x w x b     (3) 

式中：xi为网络的输入；wi为网络权重；bi为网

络偏置参数。 
残差块映射可表示为： 

Res ( ) ( )if x F x x   (4) 
递归网络可表示为： 

11( ( ( ( ) ) ) )nn
iR g g g x x x x       (5) 
式中：n为递归模块中的层数。 
稠密卷积模块可表示为： 

1 2 1( ) max(0, [ , ] )i i i iF x w x x x b     (6) 
U 表示上采样层，包括反卷积层和亚像素卷积

层，各种网络的数学表达见表 1。 
 

表 1  各类模型的数学表达 
Tab.1 Mathematical expression of various models 

模型 数学表达 

SRCNN 3 12ˆ ( ( ( )))y F F F x  

FSRCNN 1 1 1ˆ ( ( ( ( ( )) )))n ny U F F F x     

EDSR Rec 1 2 1ˆ ( ( ( ( ( )) )))n ny f f f f x x      

DRRN Rec 1 1ˆ ( ( ( ( ( )) )))B By f R R R x x     

SRDenseNet 1 1ˆ ( ( ( ( )) ))n ny F F F x     
 
文中多尺度模块的数学表达见式（7）。 

1

4

0
1

1ˆ ( ( ( ( ( ))) ))n
k

k
ny F F F F x


     (7) 

式中：n 为模块深度；k=4，表示 4 个多尺度卷
积支路。通过对比各种网络核心模块的数学表达可以

发现，稠密连接对于卷积的利用效率远远超过其他网

络，在相同的参数下，可以获得更多的特征图，由此

带来的冗余的特征图，使得特征融合更加困难。在稠

密卷积模块前后都设置有 1×1卷积，前面的 1×1用于
融合多尺度的底层特征，减少计算量，后面的 1×1卷
积核用于融合改进稠密卷积模块的深层特征。文中在

SRDenseNet 基础上增加了多尺度信息的同时也增加
网络的感受野，SRDenseNet为 16个 3×3卷积核，文
中的多尺度信息整合层为 4个 9×9卷积核，4个 7×7
卷积核，4个 5×5卷积核以及 4个 3×3卷积核。 

文中模型在底层特征提取部分由 4 条不同卷积
核的支路构成，每条支路为 16 个深度，通过堆叠获
得 64 个底层特征图。非线性映射部分由 8 个多尺度
稠密卷积模块构成，并且模块间也是稠密连接方式。

超分辨率重建部分由子像素卷积和一个 3×3 卷积核
组成。 

3  实验与分析 

3.1  模型训练 

文中的训练平台参数：CPU IntelI7-9700F，GPU 
RTX2060S，RAM 32 GB，程序平台 Ubuntu18.04，
python3.7，基于 keras/tensorflow 编写了模型代码。
训练数据集和验证集均为 DIV2K[19]，超分辨率重建

倍率为 4倍。权重初始化采用 Glorot[20]正态分布初始

化方法，也称作 Xavier 正态分布初始化，参数由 0

均值，标准差为 in outW W 的正态分布产生，其中

Win和 Wout是权重张量的输入输出（即输入和输出单

元数目）。文中对 DIV2K数据集进行剪裁作为 HR图
像，尺寸为 96×96，共计 50 000余张图像，经由 Bicubic
下采样获得 LR图像，分别采用 Matlab和 python平台
完成数据集构建过程，训练曲线见图 4—5。由图 4—5
可知，对于不同计算平台，进行相同的计算过程，其

计算结果有明显差异，显然基于Matlab构建的数据集，
其 loss更小，评价指标也能获得更大的分数。 

 

 

图 3  多尺度稠密卷积网络整体结构 
Fig.3 Overall structure of multi-scale dense convolution network 
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Ĥ 分别为低

值； L , Ĥ 为
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表 2  Set14 数据集 4 倍超分辨重建结果 
Tab.2 Results of super-resolution reconstruction on Set14 

Data Bicubic DRCN VDSR SRDenseNet Ours 

Pepper 27.8829/0.8083 30.4395/0.8594 31.2822/0.8613 30.9043/0.8622 31.3761/0.8616 

Monarch 26.2244/0.8711 30.5431/0.9323 30.3354/0.9308 30.7048/0.9343 30.9818/0.9326 

Barbara 23.7963/0.6677 24.4715/0.7403 24.4840/0.7410 24.6757/0.7466 25.0070/0.7549 

Baboon 20.9071/0.4230 21.2750/0.5279 21.3285/0.5280 21.2854/0.5321 21.4398/0.54028 

Lenna 28.5838/0.7894 30.6782/0.8460 30.6226/0.8452 30.7185/0.8491 30.9364/0.8491 

Bridge 23.0582/0.5379 23.7932/0.6448 23.8314/0.6470 23.6665/0.6455 24.1028/0.6567 

Ppt3 20.7077/0.8064 24.2771/0.9125 24.7026/0.9174 22.1460/0.8485 26.0597/0.9297 

Face 30.3405/0.7195 31.4615/0.7819 31.3934/0.7815 30.0068/0.7510 31.4485/0.7833 

Comic 20.4154/0.5709 21.7243/0.7223 21.7313/0.7203 21.6444/0.7230 22.0154/0.7319 

Foreman 25.9951/0.8425 28.6574/0.9087 28.1034/0.9085 28.3590/0.9051 29.7929/0.9104 

Flowers 24.3251/0.7023 26.4782/0.8059 26.4702/0.8056 26.2334/0.7996 26.7209/0.8063 

Coastguard 23.9835/0.4835 24.7197/0.5534 24.7616/0.5588 23.3452/0.5349 25.1697/0.5673 

Zebra 22.8399/0.6525 25.7158/0.7684 25.4686/0.7665 24.3591/0.7545 26.7199/0.7864 

Man 24.4124/0.6445 25.8941/0.7451 25.9122/0.7458 25.2452/0.7201 26.1625/0.7509 

mean 24.5337/0.6800 26.4377/0.7678 26.4591/0.7684 25.9496/0.7576 26.9953/0.7758 

注：/前面数据表示 PSNR；/后面数据表示 SSIM 
 

表 3  Set5, Set14, B100 和 U100 数据集×4 超分辨重建结果 
Tab.3 Results of super-resolution reconstruction on Set5, Set14, B100 and U100 

DataSet Bicubic DRCN VDSR SRDenseNet Ours 

Set5 27.1022/0.7908 30.0928/0.8817 29.9199/0.8802 29.5843/0.8715 30.1570/0.8813 

Set14 24.5337/0.6800 26.4377/0.7678 26.4591/0.7684 25.9496/0.7576 26.9952/0.7758 

B100 24.6503/0.6446 25.9095/0.7255 25.9727/0.7276 25.7574/0.7231 25.7860/0.7243 

U100 21.8089/0.6368 23.7903/0.7514 23.8501/0.7531 23.7648/0.7519 23.4821/0.7452 

注：/前面数据表示 PSNR；/后面数据表示 SSIM 
 

中所有图像的重建结果见表 2，4 个数据集重建综合
评价结果见表 3。由表 3可以发现，传统算法 BiCubic
明显低于现有的深度学习算法，并且相差较大，而深

度学习算法之间相差较小。SRMD 在 PSNR/SSIM评
价指标上，与已有网络结果表现相当，特别是

SRDenseNet 在 4 个数据集上全部低于 VDSR 和
DRCN，经过文中的改进之后，网络性能明显提高，
SRMD在 Set14数据集上取得了最佳表现。 

4  结语 

文中参考并对比了各种已有网络结构的优缺点，

对 SRDenseNet中稠密卷积模块进行改进，并加入了
多尺度特征提取层，构成了多尺度稠密卷积模块，可

高效堆叠深度学习网络的特征图，通过多尺度提取底

层特征，堆叠若干个该模块完成深层特征提取和非线

性映射，经由融合降维整合多尺度信息和深度特征，

最后通过子像素卷积完成高分辨率图像重建过程。实

验表明，文中所提出网络与已有网络相比竞争力明

显，在未来工作中，可以引入分组卷积，递归学习和

共享参数等策略使得网络的特征提取部分效率更高，

高倍率超分辨率图像更好。 
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